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Résumé

Résumé

Les épidémies représentent un défi majeur pour les systemes de santé publique a travers
le monde, et la pandémie de COVID-19 a révélé les limites des méthodes traditionnelles de
gestion et de prévision. Ce travail propose un modele prédictif hybride combinant le modele
épidémiologique classique SEIR avec les réseaux de neurones LSTM pour améliorer la précision
des prévisions quotidiennes de I’évolution des cas. Les modeles épidémiologiques traditionnels
et les contributions de I’intelligence artificielle ont été étudiés, puis un prétraitement des données
a été effectué a I’aide de la base de données de Johns Hopkins. Le modele SEIR + LSTM a été
développé et évalué a I’aide de métriques telles que MAE, RMSE, R2 et MAPE, démontrant des
performances supérieures aux approches traditionnelles. Les résultats soulignent le potentiel de
I’intelligence artificielle pour améliorer les prédictions épidémiologiques, ouvrant des perspectives

prometteuses pour une gestion proactive des pandémies.

Mots-clés : Epidémie, COVID-19, SEIR, LSTM, intelligence artificielle, modele prédictif.
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Abstract

Abstract

Epidemics pose a major challenge to public health systems worldwide, and the COVID-19
pandemic has exposed the shortcomings of traditional management and forecasting methods.
This work proposes a hybrid predictive model combining the classic SEIR epidemiological
model with LSTM neural networks to enhance the accuracy of daily case evolution predictions.
Traditional epidemiological models and artificial intelligence contributions were studied, followed
by data preprocessing using the Johns Hopkins dataset. The SEIR + LSTM model was developed
and evaluated using metrics such as MAE, RMSE, R?, and MAPE, showing superior performance
compared to traditional methods. The results highlight the potential of artificial intelligence in

improving epidemiological predictions, paving the way for proactive pandemic management.

Keywords : Epidemic, COVID-19, SEIR model, LSTM neural networks, Artificial Intelligence,

Predictive modeling.
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Introduction Générale

Introduction Générale

Les épidémies ont toujours constitué un défi majeur pour les sociétés humaines, tant sur
le plan sanitaire que socio-économique. L’ampleur de certaines pandémies, telles que la grippe
espagnole ou plus récemment la COVID-19, a mis en évidence les limites des méthodes traditionnelles
de gestion des crises sanitaires. Face a ces défis, I’évolution technologique et I’émergence de
I’intelligence artificielle ont ouvert de nouvelles perspectives, notamment dans le domaine de la
modélisation prédictive.

Cette étude s’inscrit dans cette dynamique et vise a explorer comment les modeles hybrides
combinant des approches épidémiologiques classiques et des techniques avancées de Machine
Learning peuvent améliorer la précision des prévisions liées a la propagation des maladies.
Dans ce contexte, nous avons opté pour le développement d’un modele basé sur I’intégration du
modele SEIR et des réseaux de neurones LSTM, en utilisant les données ouvertes de la pandémie
de COVID-19.

La structure de ce travail est organisée comme suit : le premier chapitre présente les concepts
fondamentaux liés aux épidémies et leur historique. Le deuxieme chapitre est dédié a 1’état
de I’art sur I'utilisation de I’intelligence artificielle dans la prédiction des épidémies. Enfin, le
troisieme chapitre propose une application concrete a travers le développement et 1’évaluation

d’un modele prédictif SEIR + LSTM.

Problématique

Les épidémies constituent un défi majeur pour les systemes de santé mondiaux, nécessitant
des réponses rapides et précises pour limiter leur propagation et réduire leurs impacts sociaux et
économiques. Les systemes de santé souffrent souvent d’'un manque d’outils prédictifs efficaces
leur permettant d’anticiper la propagation des épidémies et de gérer les ressources de maniere
optimale. Comment développer un modele prédictif précis, basé sur les données, pour soutenir
la prise de décision dans la gestion des épidémies, tout en tenant compte des défis li€s a la qualité

des données, aux complexités techniques et aux changements dynamiques des épidémies ?

Objectifs

Objectif général :

Développer un modele prédictif basé sur des techniques d’intelligence artificielle pour prévoir
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I’évolution d’une épidémie et contribuer a une meilleure prise de décision dans la gestion des

crises sanitaires.

Objectifs spécifiques :

« Etudier les modeles épidémiologiques et les approches d’intelligence artificielle existants

(SEIR, LSTM, Random Forest, etc.).

* Collecter et prétraiter des données fiables sur les épidémies (ex. : base de données de

I’université Johns Hopkins pour le COVID-19).

* Concevoir et implémenter un modele hybride ou avancé (ex. : GNN + LSTM, Transformer,

etc.) pour la prédiction des cas.

» Evaluer les performances du modéle développé 2 I’aide de métriques standard (RMSE,

MAE, R?, etc.).
* Comparer les résultats obtenus avec ceux d’autres modeles de 1’état de 1’art.
* Proposer des recommandations pratiques pour 1’usage du modele dans un contexte réel de
gestion d’épidémie.
Structure de la mémoire
Ce mémoire est structuré en trois chapitres principaux :
* Chapitre 1 : Concepts fondamentaux sur les épidémies

* Chapitre 2 : L’intelligence artificielle dans la modélisation prédictive des épidémies

- Etat de art

* Chapitre 3 : Conception et évaluation du modele



Chapitre 1:

Concepts fondamentaux sur les épidémies



Chapitre 1 Concepts fondamentaux sur les épidémies

1.1 Introduction

Comprendre les épidémies est un aspect fondamental dans le domaine de la santé publique,
en particulier face aux défis sanitaires mondiaux. Ce chapitre vise a fournir une vue d’ensemble
des concepts de base liés aux épidémies, en les définissant et en explorant les principales
épidémies historiques ainsi que leurs multiples impacts. Nous aborderons également les
méthodes traditionnelles utilisées pour y faire face, tout en présentant un apercu des modeles
épidémiologiques classiques tels que SIR et SEIR. Ce cadre théorique permettra d’établir une
base de connaissances essentielle pour comprendre les approches modernes de prédiction des

épidémies, qui seront développées dans les chapitres suivants.

1.2 Définition de I’épidémie

Une propagation inhabituelle d’'une maladie affectant un grand nombre de personnes dans
une communauté ou une région spécifique pendant une période limitée, par rapport aux taux
habituellement observés. L’ampleur et la durée d’une épidémie dépendent de facteurs tels que
les caractéristiques de 1’agent pathogene, les modes de transmission de 1’infection et le niveau

d’immunité préexistante ou acquise au sein de la population [[1]].

Fic. 1.1 : Exemple d’illustration d’une épidémie

1.3 Histoire des grandes épidémies a travers le temps

Depuis 1’Antiquité, les épidémies ont marqué [’histoire de 1’humanité, influengant
profondément les sociétés, I’économie et les systemes de santé. Voici un apercu des pandémies

les plus marquantes et leur impact, accompagné de références scientifiques.

1.3.1 La Peste de Justinien (541-542)

Cette pandémie de peste bubonique s’est propagée dans I’Empire byzantin et les régions

méditerranéennes, causant plusieurs millions de déces. Elle est souvent considérée comme 1’une
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des premicres épidémies de grande ampleur documentées. [2]

1.3.2 La Peste Noire (1347-1351)

Provoquée par la bactérie Yersinia pestis, cette épidémie a décimé pres de la moitié de la
population européenne. Elle s’est répandue via les routes commerciales reliant I’Asie et I’ Europe,

entratnant des changements majeurs dans 1’organisation sociale et économique. [3]

1.3.3 Les Epidémies de Variole (XVIIe-XVIlIle siecles)

La variole fut I’'une des maladies les plus meurtri¢res de I’histoire, avec des taux de mortalité
tres élevés. Elle a joué un role central dans la dépopulation des populations autochtones en

Amérique apres I’arrivée des colons européens. [4].

1.3.4 La Grippe Espagnole (1918-1919)

Cette pandémie, due a une souche virulente du virus de la grippe, a touché un tiers de la
population mondiale et causé des dizaines de millions de déces. Elle s’est propagée rapidement

en raison des déplacements massifs de populations durant la Premiére Guerre mondiale. [J].

1.3.5 L’Epidémie de VIH/SIDA (Depuis les années 1980)

Identifié en 1983, le virus de I’immunodéficience humaine (VIH) a causé une crise sanitaire
mondiale. Bien que mortelle a ses débuts, I’amélioration des traitements antirétroviraux a permis

de transformer la maladie en une affection chronique contrdlable. [6].

1.3.6 L’Apparition du Virus Ebola (Depuis 1976)

Ebola est un virus hautement pathogene qui a entrainé plusieurs épidémies en Afrique, la
plus importante ayant eu lieu en 2014-2016. Le virus se transmet principalement par contact

direct avec des fluides corporels. [[7].

1.3.7 LaPandémie de COVID-19 (Depuis 2019)

Cette pandémie, causée par le SARS-CoV-2, a eu un impact majeur sur la santé publique
et I’économie mondiale. Son controle a été facilité par des mesures sanitaires strictes et une

campagne de vaccination massive. [§].
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L histoire des épidémies démontre I’importance des avancées médicales et des stratégies de
santé publique pour limiter les dégats causés par les maladies infectieuses. De la peste noire
au COVID-19, chaque pandémie a laissé une empreinte indélébile sur I’évolution des sociétés

humaines.

Principales épidémies a travers Uhistoire

541-542 1342-1351 1q18-1919 1926 1480s 2019

VY= YPrD YRrD Yo Yoro Yoy

Peste de Grippe Epidémie de
Justinien Espagnole VIH/SIDA
Premiére arande ) Pandémie de . Début de la ..
pandémie 33 peste Peste Noire grippe tue des Apparition pandémie Pandémie de
bubonigue ) millions dans le i mondiale de -
al Lo peste bubonique o du Virus VIH/eToA COVID-19
dévaste 'Europe Ebola Pandémie

mondiale de
COVID-19 perturbe
lan vie

Premiére épidémie
d'Ebola en Afrique
centrale

Fic. 1.2 : Histoire des grandes épidémies a travers le temps

1.4 Impact des épidémies

Les épidémies ont des effets bien au-dela des simples conséquences sanitaires. Elles
bouleversent les économies, les structures sociales et les systemes politiques, entrainant souvent

des transformations durables dans les modes de vie, la culture et les avancées technologiques.

1.4.1 Impact économique

La pandémie a eu un impact économique direct et important sur les grandes entreprises
opérant dans des secteurs vitaux comme 1’industrie minieére, non seulement a travers la
suspension des projets, mais aussi en raison des cofits élevés des mesures préventives et
des contributions humanitaires. Cela reflete comment les épidémies peuvent entrainer une
réorganisation des priorités économiques ainsi qu’un ralentissement de la croissance et des

investissements dans certaines régions. [E].
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1.4.2 Impact social

La pandémie de COVID-19 n’a pas constitué uniquement une crise sanitaire, mais elle a
également eu un impact social profond, révélant la fragilité des structures sociales et éducatives,
accentuant les inégalités sociales et économiques, créant un contexte favorable a I’aggravation
de la violence familiale et sociale, et affectant négativement la santé mentale et le bien-Etre

général [[10].

1.4.3 Impact politique

Les épidémies ont un impact politique durable, se traduisant par une baisse de la confiance
des individus envers les institutions politiques et leurs dirigeants, en particulier chez ceux ayant
vécu ces crises durant leurs années formatrices (18 a 25 ans). Cette baisse est étroitement
liée a I’efficacité des réponses gouvernementales en matiere de santé publique : des réponses
faibles aggravent la perte de confiance, qui s’étend également aux systémes de santé publique.
Par ailleurs, cette diminution de la confiance politique pourrait entrainer une baisse de la
participation électorale a long terme, posant ainsi des défis importants a la stabilité des

institutions démocratiques apres les crises sanitaires. [|1 1f].

1.4.4 Impact culturel

Les épidémies ont un impact culturel profond, qui se manifeste dans Dl'art et les
représentations collectives des sociétés. Des thémes comme la mort et la souffrance deviennent
tres présents dans les ceuvres artistiques, notamment lors de périodes comme la peste noire.
Ces représentations refletent les transformations des mentalités et la perception de I’existence
humaine. [’art, dans ce contexte, ne se contente pas de transmettre 1’événement, mais révele
la maniere dont les sociétés ont compris et réagi face aux épidémies. Ainsi, les épidémies

constituent un tournant dans 1’histoire culturelle de I’humanité. [[12].

1.5 Méthodes traditionnelles de gestion des épidémies

Les épidémies, phénomenes biologiques complexes, ont toujours défié les sociétés humaines.
Avant I’avenement de la médecine moderne, les communautés s’appuyaient sur des méthodes
traditionnelles pour gérer les maladies infectieuses. Ces approches, ancrées dans les savoirs
empiriques et les croyances culturelles, ont joué un role clé dans la survie des populations, bien

qu’elles soient aujourd’hui souvent complétées par des stratégies scientifiques.
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1.5.1 Isolement et quarantaine

L’isolement consiste a séparer les individus atteints d’une maladie contagieuse des personnes
saines afin de limiter la propagation de l'infection. La quarantaine, quant a elle, vise a
restreindre les déplacements des personnes potentiellement exposées a une maladie, méme si
elles ne présentent pas encore de symptomes. Ces pratiques remontent a I’Antiquité et ont été
particulierement utilisées lors de grandes épidémies, comme la peste noire au XIVe siccle.
Par exemple, a Venise, les autorités imposaient une quarantaine de 40 jours (d’ou le terme
’quarantaine”, dérivé de I’italien “quaranta” signifiant 40). Ces mesures restent parmi les plus

efficaces pour controler les maladies infectieuses. [|13].

1.5.2 Pratiques d’hygiene communautaire

Les pratiques traditionnelles d’hygieéne communautaire dans la gestion des épidémies
englobent un ensemble d’habitudes basées sur 1’observation empirique et les traditions
culturelles, telles que le lavage fréquent des mains et du corps, la purification de I’eau
et des aliments par des techniques comme la filtration ou la fermentation, le nettoyage
collectif des espaces publics, et I'utilisation de substances naturelles comme les plantes aux
propriétés antiseptiques. Ces pratiques ont contribué a limiter la propagation des maladies dans
les communautés traditionnelles, mais elles nécessitent une intégration avec des approches
modernes comme la vaccination et 1’utilisation de désinfectants pour une efficacité accrue,
notamment dans des régions comme El Jadida ou ces habitudes restent courantes malgré les

défis d’acces aux ressources modernes [|14].

1.5.3 Remedes traditionnels

Les traitements traditionnels pour gérer les épidémies virales, comme le COVID-19,
s’appuient sur des remedes a base de plantes et des pratiques ancestrales, notamment dans le
systtme Siddha en Inde du Sud. Ces approches, utilisant des feuilles et racines médicinales,
visent a renforcer I'immunité et a combattre les infections, en particulier respiratoires. Elles
sont souvent complémentaires a des mesures préventives comme 1’hygi¢ne et la sensibilisation.
Leur efficacité a été observée dans certains cas, mais reste limitée sans validation scientifique.
Ces méthodes nécessitent des tests rigoureux pour confirmer leur sécurité et leur applicabilité
a grande échelle. Leur intégration avec les stratégies modernes offre une approche prometteuse

pour contrdler les épidémies [|15].
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1.5.4 Controle des vecteurs de maladies

Le controle des vecteurs implique la gestion des organismes qui transmettent des maladies,
comme les moustiques (propagateurs du paludisme et de la dengue) ou les rongeurs (vecteurs
de la peste). Au XXe siecle, des insecticides comme le DDT ont été largement utilisés pour
éliminer les moustiques porteurs du paludisme. De méme, 1’assechement des marais en Italie
et aux Etats-Unis a contribué a réduire les cas de paludisme. Ces actions sont essentielles pour

limiter la transmission des maladies par les insectes et les animaux.

1.5.5 Utilisation de fumigations et désinfectants naturels

La fumigation, qui consiste a briiler des substances comme des herbes ou des résines pour
produire de la fumée, était couramment utilisée pour purifier I’air et désinfecter les espaces.
Par exemple, pendant la peste, les médecins briilaient du romarin ou de la myrrhe pour assainir
les pieces. En Chine, le soufre était employé pour désinfecter les habitations. Ces méthodes,
bien que traditionnelles, contribuaient a réduire la présence de microbes et a protéger contre les

infections.

1.6 Modeles épidémiologiques classiques

Les modeles épidémiologiques classiques sont des outils mathématiques utilisés pour
décrire la dynamique de transmission des maladies infectieuses dans une population. Parmi les

modeles les plus couramment utilisés, on trouve les modeles SIR, SEIR, et leurs variantes.

1.6.1 Modele SIR

Description : Le modele SIR est I’un des modeles mathématiques classiques utilisés pour
décrire la dynamique de la propagation des maladies infectieuses. Il repose sur un systeme
d’équations différentielles ordinaires. Ce modele divise la population en trois compartiments :

les individus sensibles (S), les individus infectés (I) et les individus retirés ou guéris (R) [16] :
* S (Susceptible) : Personnes susceptibles d’étre infectées.
* I (Infecté) : Personnes actuellement infectées et capables de transmettre la maladie.

* R (Rétabli ou Retiré) : Personnes guéries (immunisées) ou décédées (ne peuvent plus

transmettre la maladie).
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Equations différentielles :
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Utilisation : Ce modele est utilisé pour prédire I’évolution d’une épidémie, comme la grippe

ou la rougeole.

1.6.2 Modele SEIR

Description : Le modele SEIR (Susceptible — Exposed — Infectious — Recovered) est un

modele compartimental utilisé en épidémiologie pour simuler la propagation des maladies

infectieuses. Il s’agit d’une extension du modele SIR, intégrant une phase d’incubation pendant

laquelle les individus sont infectés mais pas encore contagieux [|17].

Ce modele divise la population en quatre compartiments :

transmission.

S (Susceptibles) : individus sains pouvant contracter la maladie.
E (Exposés) : individus infectés mais non encore contagieux (phase d’incubation).
I (Infectieux) : individus pouvant transmettre la maladie a d’autres.

R (Retirés / Guéris) : individus guéris ou décédés, ne participant plus a la chaine de

Le modele est décrit par le systeme d’équations différentielles suivant :

Equations différentielles :

s SI
A
S
%ZO‘E—’}/I

Utilisation : Ce modele est particulierement pertinent pour les maladies comportant une

période d’incubation notable, telles que la grippe, le SRAS ou le COVID-19.
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1.6.3 Modele SIS

Description : Le modele SIS (Susceptible-Infectious-Susceptible) est un modele
mathématique épidémiologique utilisé pour décrire la propagation d’'une maladie infectieuse
sans immunité durable. Contrairement au modele SIR, ici les individus guéris redeviennent
susceptibles apres 1’infection, ce qui est typique des maladies ou I’immunité acquise n’est pas
permanente, comme le rhume ou certaines infections sexuellement transmissibles. Le modele

SIS divise la population en deux compartiments [|18] :
* S (Susceptible) : Personnes susceptibles d’étre infectées.
I (Infecté) : Personnes actuellement infectées.

Equations différentielles :

ds ST
Y Y o
P ]
a SI

bl Y
prie

Utilisation : Ce modele est adapté aux infections récurrentes, comme le rhume ou certaines

infections bactériennes.

1.6.4 Modele SEIRS

Description : Le modele SEIRS (Susceptible — Exposed — Infectious — Recovered —
Susceptible) est une extension du modele SEIR qui prend en compte la perte d’ immunité apres la
guérison. Il est particulierement pertinent pour modéliser des maladies ou les individus peuvent
étre réinfectés apres une certaine période d’immunité (comme certaines formes de grippe ou la

COVID-19 avec variants).Le modele SEIRS divise la population en compartiments [19] :

S (Susceptible) : Personnes susceptibles.

E (Exposé) : Personnes en période d’incubation.

I (Infecté) : Personnes infectées.

R (Rétabli) : Personnes guéries mais susceptibles de redevenir infectées.

11
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Equations différentielles :

%—O’E—’}/I
iR

Utilisation : Ce modele est adapté aux maladies ot I’immunité n’est pas permanente, comme

la grippe saisonnicre.

1.6.5 Modele SIRD

Description : Le modele SIRD (Susceptible—Infectious—Recovered—Deceased) est une
extension du modele SIR qui ajoute un quatrieme compartiment pour les déces dus a la maladie.
Il est souvent utilisé pour modéliser des maladies ol une proportion significative des cas infectés

peut mourir (comme Ebola, la COVID-19, etc.) [20].

S (Susceptible) : Personnes susceptibles.

I (Infecté) : Personnes infectées.

R (Rétabli) : Personnes guéries.

D (Décédé) : Personnes décédées.

Equations différentielles :

ds ST
- "N
%:@%—(ww

Utilisation : Ce modele est utilisé pour les maladies avec un taux de mortalité significatif,

comme la COVID-19 ou Ebola.

12
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1.6.6 Modele avec vaccination (SIRV)

Description : Le modele SIRV (Susceptible — Infectious — Recovered — Vaccinated) est une
extension du modele SIR classique, intégrant I’effet de la vaccination dans la dynamique d’une
épidémie. Il permet de modéliser I’impact d’'une campagne de vaccination sur la propagation

d’une maladie [21]].

S (Susceptible) : Personnes susceptibles.

I (Infecté) : Personnes infectées.

R (Rétabli) : Personnes guéries.

V (Vacciné) : Personnes vaccinées.

Equations différentielles :

"
%:VS

Utilisation : Evaluer 1’impact de campagnes de vaccination sur des maladies comme la

rougeole, la grippe, la COVID-19.

1.7 Les limites des approches traditionnelles face aux nouvelles épidémies

L'inefficacité des méthodes conventionnelles dans la gestion des épidémies émergentes
devient de plus en plus manifeste, notamment face a la rapidité de transmission des maladies
et a I’'urgence des mesures a prendre. Les outils diagnostiques et les modeles épidémiologiques
classiques présentent souvent un manque de précision et de réactivité, rendant essentielle
I’intégration de solutions innovantes. Les sections suivantes mettent en lumiere les principales

faiblesses de ces approches et explorent des alternatives en développement.

* Limites des modeles épidémiologiques traditionnels : Les modeles traditionnels

tels que SIR (Susceptible-Infecté-Rétabli) et SEIR (Susceptible-Exposé-Infecté-Rétabli)
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reposent sur des équations différentielles simplifiées et supposent une homogénéité de la
population. Ils ne prennent pas en compte des facteurs complexes tels que la mobilité,
les comportements sociaux, les différences démographiques ou I’émergence de nouveaux
variants du virus. Cela limite leur capacité a fournir des prédictions fiables dans un

contexte évolutif. [22].

* Retard dans la détection des épidémies via les systemes de surveillance classiques
:Les systemes de surveillance traditionnels reposent principalement sur les rapports des
laboratoires et des structures médicales, ce qui entraine souvent un retard dans la détection
des épidémies émergentes. Ce décalage temporel peut avoir des conséquences graves en

termes de propagation avant que des mesures de contrdle ne soient mises en place.

* Absence de prise en compte du comportement humain dans les modeles classiques :
Les modeles classiques supposent généralement que le comportement des individus reste
constant, ce qui est rarement le cas en réalité. Les décisions individuelles comme le respect
ou non des mesures sanitaires, la vaccination ou la désinformation influencent fortement

la dynamique de I’épidémie, mais sont peu intégrées dans les modeles classiques. [23]

1.8 Conclusion

A travers ce chapitre, nous avons pu mettre en lumiére les concepts clés liés aux épidémies,
leur histoire ainsi que leurs impacts sociaux, politiques et culturels. Nous avons également
passé en revue les moyens traditionnels utilisés pour les combattre, ainsi que les modeles
épidémiologiques fondamentaux qui ont servi de référence scientifique pour comprendre la
propagation des maladies. Cependant, ces approches classiques se révelent insuffisantes face
aux épidémies modernes, ce qui nécessite le recours a des outils plus avancés et précis, tels que
les techniques d’intelligence artificielle, que nous commencerons a explorer dans le deuxieme

chapitre.
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2.1 Introduction

Apres avoir abordé dans le premier chapitre les concepts fondamentaux des épidémies
et leur histoire, nous passons dans ce chapitre a I’étude du rdle de I'intelligence artificielle
dans la prédiction de 1’évolution des épidémies. Ce chapitre vise a offrir une vue d’ensemble
des différentes techniques d’apprentissage automatique (Machine Learning) et d’apprentissage
profond (Deep Learning) utilisées pour développer des modeles prédictifs efficaces. Nous
commencerons par présenter les types d’apprentissage automatique, tels que 1’apprentissage
supervisé, non supervisé, par renforcement et semi-supervisé, avant de nous pencher sur
I’apprentissage profond, en mettant I’accent sur les principales architectures de réseaux
neuronaux utilisées. Nous discuterons également de la contribution de ces techniques a la
prédiction des épidémies, en présentant des études antérieures et un tableau comparatif mettant

en évidence les principaux modeles employés dans ce domaine.

2.2 Définition de I’intelligence artificielle

Lintelligence artificielle (IA) est la capacité d’une machine ou d’un systeéme informatique
a simuler et exécuter des taches nécessitant normalement 1’intelligence humaine, telles que
le raisonnement logique, 1’apprentissage et la résolution de problemes. Elle repose sur
des algorithmes et des technologies d’apprentissage automatique permettant aux machines
d’appliquer certaines capacités cognitives et de fonctionner de maniere autonome ou
semi-autonome. L'IA se distingue par son niveau de capacité cognitive ou son degré
d’autonomie : elle peut étre faible, générale ou superintelligente ; réactive, délibérative, cognitive
ou totalement autonome. Avec les progres technologiques, elle devient de plus en plus efficace

pour accomplir des taches complexes rapidement et avec précision [24].
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Intelligence Machine Deep
artificielle Learning Learning

Fic. 2.1 : Graphique de I’intelligence artificielle

2.3 Définition du Apprentissage automatique

L’ apprentissage automatique est une branche de I’intelligence artificielle qui vise a enseigner
a la machine comment apprendre a partir d’expériences passées, sans s’appuyer sur des
équations prédéfinies comme modeles. A la place, il utilise des algorithmes capables d’extraire
directement I’information a partir des données en recourant a des techniques computationnelles.
Les performances de ces algorithmes s’améliorent progressivement a mesure que le nombre

d’exemples d’apprentissage augmente. [25].

2.3.1 Types de Apprentissage automatique

L’ apprentissage automatique (Machine Learning) est un domaine de I’intelligence artificielle
qui se concentre sur le développement d’algorithmes permettant aux machines d’apprendre
a partir de données et d’améliorer leurs performances sans étre explicitement programmées.
Il existe trois principaux types d’apprentissage automatique : ’apprentissage supervisé,
I’apprentissage non supervisé et D’apprentissage par renforcement, Apprentissage
Semi-Supervisé. Chacun de ces types a des méthodologies, des applications et des avantages
distincts. De plus, dans la pratique, ces approches se chevauchent souvent, donnant lieu a des

méthodes hybrides qui combinent leurs forces pour résoudre des problemes complexes.

Apprentissage Supervisé

Définition : L'apprentissage supervisé est I'un des principaux types d’apprentissage

N

automatique. Il repose sur I’entrainement d’un modele a partir d’'un ensemble de données
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étiquetées (c’est-a-dire comportant des entrées et des sorties connues). Ce type d’apprentissage
vise a optimiser les modeles permettant de prédire des étiquettes de classe a partir de
caractéristiques prédictives. Il se divise en deux catégories principales : la classification, ol les
sorties sont des catégories discretes ; et la régression, ou les sorties sont des valeurs numériques

continues [26].

Algorithmes Courants :

* Régression Linéaire : Une méthode statistique utilisée pour modéliser la relation entre
une variable dépendante et une ou plusieurs variables indépendantes en ajustant une

équation linéaire aux données observées.

* Arbres de Décision : Une structure en forme d’arbre ol les nceuds internes représentent
des caractéristiques, les branches représentent des regles de décision et les feuilles

représentent les résultats. Cette méthode est intuitive et facile a interpréter.

» Foréts Aléatoires : Une technique d’apprentissage d’ensemble qui construit plusieurs
arbres de décision pendant I’entrailnement et produit le mode des classes (classification)
ou la prédiction moyenne (régression) des arbres individuels. Cette approche réduit le

surajustement et améliore la précision.

* Machines a Vecteurs de Support (SVM) : Un algorithme puissant utilisé pour les taches
de classification et de régression. Il fonctionne en trouvant I’hyperplan qui sépare le mieux

les classes dans I’espace des caractéristiques.

Applications: L apprentissage supervisé est largement appliqué dans divers secteurs en raison

de sa capacité a faire des prédictions précises. Les applications clés incluent :

* Santé : Modélisation prédictive pour le diagnostic de maladies, comme la détection du

cancer, en analysant les données des patients et les images médicales.

* Finance : Scoring de crédit, détection de fraude et prédiction des cours boursiers en

apprenant les modeles a partir de données historiques.

* Traitement du Langage Naturel (NLP) : Analyse des sentiments, détection de spam et
traduction automatique, ou des données textuelles étiquetées sont utilisées pour entrainer

les modeles.
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Apprentissage Non Supervisé

Définition : Contrairement a 1’apprentissage supervisé, cette approche fonctionne sans
données annotées. Elle vise a identifier des structures et des schémas cachés dans les données, ce
qui est particulierement utile pour des tiches comme le regroupement (clustering) ou la réduction
de dimensions. Ce type d’apprentissage est largement employé pour explorer de grands volumes

de données et en extraire des tendances sans intervention humaine directe [26].

Techniques :

* Clustering : Une méthode de regroupement de points de données similaires. Les

algorithmes courants incluent K-Means, le Clustering Hiérarchique et DBSCAN.

* Réduction de Dimensionnalité : Des techniques comme 1’Analyse en Composantes
Principales (PCA) et le t-SNE sont utilisées pour réduire le nombre de caractéristiques

d’entrée tout en préservant les informations essentielles.

* Apprentissage des Reégles d’Association : Une méthode pour découvrir des relations
intéressantes entre des variables dans de grands ensembles de données, souvent utilisée

dans I’analyse des paniers d’achat.

Applications : [’apprentissage non supervisé est largement utilisé dans des scénarios ol les
données étiquetées ne sont pas disponibles ou sont difficiles a obtenir. Les applications notables

incluent :

* Segmentation de Marché : Regroupement des clients en fonction de leur comportement
d’achat, de leur démographie ou de leurs préférences pour permettre des stratégies de

marketing ciblé.

* Détection d’Anomalies : Identification de modeles inhabituels dans les données, comme

les transactions frauduleuses, les intrusions réseau ou les défauts de fabrication.

* Analyse d’Images et de Vidéos : Regroupement d’images similaires, détection d’objets
dans des vidéos ou organisation de grands ensembles de données multimédias sans

étiquetage préalable.
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Apprentissage par Renforcement

Définition: L apprentissage par renforcement est une méthode ot un agent prend des décisions
en interagissant avec un environnement et recoit des récompenses ou des pénalités en fonction
des résultats de ses actions. En ajustant progressivement ses choix, I’agent optimise sa stratégie
pour atteindre un objectif défini. Ce type d’apprentissage est particulicrement utile dans des
domaines comme la robotique et les jeux vidéo. Des études récentes montrent que 1’intégration
de méthodes non supervisées avec 1’apprentissage par renforcement peut améliorer la stabilité

et les performances des modeles [26].

Techniques :

* Q-Learning : Algorithme hors politique (off-policy) qui apprend les valeurs
état-action (Q-values) pour dériver une politique optimale sans connaitre le modele de

I’environnement.

* Reinforce : Algorithme de gradient de politique qui met a jour directement la politique a

partir d’épisodes complets en utilisant les retours obtenus.

* Deep Q-Network (DQN) : Extension du Q-Learning utilisant un réseau de neurones pour
approximer les Q-values, permettant de gérer des environnements complexes a grands

espaces d’états.

Applications : DL’apprentissage par renforcement est particulierement efficace dans des

environnements dynamiques et interactifs. Les applications clés incluent :

* Robotique : Entrainement des robots pour effectuer des tiches complexes, comme

marcher, saisir des objets ou assembler des produits, par essais et erreurs.

* Jeux : Développement de systemes d’TA qui peuvent maitriser des jeux comme les échecs,

le Go ou les jeux vidéo en apprenant des stratégies optimales a travers des parties répétées.

* Véhicules Autonomes : Enseignement des voitures autonomes a naviguer sur les routes,
éviter les obstacles et prendre des décisions en temps réel dans des environnements

dynamiques.
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Apprentissage Semi-Supervisé

Définition : L’apprentissage semi-supervisé constitue un compromis entre les approches
supervisées et non supervisées. Il s’appuie sur un petit ensemble de données annotées et un
grand volume de données non étiquetées pour optimiser les performances d’'un modele. Cette
technique est précieuse lorsque 1’acquisition de données étiquetées est cofiteuse ou difficile.
Des recherches récentes indiquent que 1’intégration de 1’apprentissage par renforcement peut

améliorer I’utilisation des données non annotées, contribuant ainsi a un apprentissage plus

efficace [27].

Techniques :

* Auto-étiquetage : Le modele utilise les données étiquetées pour prédire les étiquettes des

données non étiquetées, puis ré-entraine le modele avec ces nouvelles étiquettes.

* Co-training : Deux modeles sont entrainés sur des vues différentes des données et

s’enseignent mutuellement en utilisant leurs prédictions sur les données non étiquetées.

« Propagation des Etiquettes : Une technique oil les étiquettes des données étiquetées sont

propagées aux données non étiquetées en fonction de leur similarité.

Applications : L’apprentissage semi-supervisé est utilisé dans des domaines ou les données
étiquetées sont limitées, mais les données non étiquetées sont abondantes. Les applications

incluent :

* Reconnaissance d’Images : Amélioration des modeles de classification d’images en

utilisant une grande quantité d’images non étiquetées.

* Traitement du Langage Naturel (NLP) : Développement de systemes d’IA qui peuvent
maitriser des jeux comme les échecs, le Go ou les jeux vidéo en apprenant des stratégies

optimales a travers des parties répétées.

* Diagnostic Médical : Utilisation de données médicales partiellement étiquetées pour

améliorer les modeles de diagnostic.
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TYPES D'APPRENTISSAGE AUTOMATIQUE

Apprentissage Apprentissage non Apprentissage semi- Apprentissage par

supervisé supervisé supervisé renforcement

Apprentissage par

Entrainement avec des Entrainement avec des Combinaison de interaction avec
données étiquetées données sans données étiquetées et I'environnement et
(entrée + sortie) étiquettes non étiquetées retour d'information

(récompense / pénalité)

Fic. 2.2 : Types d’apprentissage automatique

2.4 Définition du Apprentissage profond

L’apprentissage profond (Deep Learning) est un sous-domaine de 1’apprentissage
automatique (Machine Learning) basé sur les réseaux de neurones artificiels. Il permet la
construction automatique de modeles analytiques a partir des données d’apprentissage. Les
modeles d’apprentissage profond surpassent souvent les modeles d’apprentissage automatique
peu profonds (shallow learning) ainsi que les approches traditionnelles d’analyse des données

dans de nombreuses applications [@].

2.4.1 Types de Apprentissage profond

Le apprentissage profond ( Deep Learning ) est une sous-catégorie du machine learning qui
utilise des réseaux de neurones artificiels pour modéliser des données complexes. Ces réseaux
sont composés de plusieurs couches (d’ou le terme “profond”), ce qui leur permet d’apprendre
des représentations hiérarchiques des données. Voici les principaux types de deep learning,

chacun étant adapté a des taches spécifiques :

1. Réseaux de Neurones Convolutifs (CNN - Convolutional Neural Networks)
Définition : Les réseaux de neurones convolutifs (CNN) sont des modeles de deep
learning congus pour analyser des données structurées comme les images. En utilisant des
couches de convolution, ils identifient automatiquement des motifs et des caractéristiques
essentielles (bords, textures) tout en optimisant la complexité grace au pooling. Ils sont
largement appliqués en vision par ordinateur, notamment pour la reconnaissance d’images
et I’imagerie médicale [@].

Applications :

— Vision par Ordinateur : Reconnaissance d’images, détection d’objets,
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segmentation d’images.
— Traitement de Vidéos : Analyse de mouvements, suivi d’objets.

— Imagerie Médicale : Détection de tumeurs, classification de radiographies.
Exemples d’Architectures : LeNet, AlexNet, VGG, ResNet, Inception.

2. Réseaux de Neurones Récurrents (RNN - Recurrent Neural Networks)
Définition : Les réseaux de neurones récurrents (RNN) sont des modeles de deep
learning spécialisés dans le traitement des données séquentielles, comme le langage et
la reconnaissance vocale. Grace a leur mémoire interne, ils capturent les dépendances
temporelles entre les données. Cependant, ils souffrent du probleme du gradient
évanescent, limitant leur capacité a apprendre des relations a long terme. Des variantes
comme les LSTM et GRU améliorent cette capacité [30].

Applications :

— Traitement du Langage Naturel (NLP) : Traduction automatique, génération de

texte, analyse de sentiments.
— Séries Temporelles : Prédiction de données financieres, prévision météorologique.

— Reconnaissance Vocale : Transcription de la parole en texte.

Limitations : Les RNN souffrent souvent du probleme de “vanishing gradient”
(disparition du gradient), ce qui limite leur capacité a apprendre des dépendances a long
terme.

Exemples d’Architectures : RNN simples, LSTM (Long Short-Term Memory), GRU

(Gated Recurrent Units).

3. Réseaux de Neurones a Mémoire a Long Terme (LSTM - Long Short-Term Memory)
Définition : Les LSTM (Long Short-Term Memory) sont un type de réseaux de neurones
récurrents (RNN) concus spécifiquement pour résoudre le probleme de 1’oubli a long
terme dans les modeles traditionnels. Ils se distinguent par la présence d’unités de
mémoire capables de conserver des informations sur de longues périodes, ce qui les rend
tres efficaces pour le traitement des données séquentielles telles que les textes, les sons ou
les séries temporelles. [31]

Applications :
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— Traitement de Textes : Modeles de langage, génération de texte.

— Séries Temporelles Complexes : Prédiction de données avec des dépendances a

long terme.

— Reconnaissance Vocale : Amélioration de la précision dans la transcription de la

parole.

Types de Deep Learning et Applications

[ Transformers J

) {@{g RNN |

cNN &2

w

GAN

Fic. 2.3 : Types d’apprentissage automatique

2.5 La contribution de ’apprentissage automatique et de I’apprentissage profond a la

prédiction des épidémies

L’ apprentissage automatique (ML) et I’apprentissage profond (DL) ont profondément
transformé la maniere dont les épidémies sont anticipées, en renforcant la précision, la réactivité
et la souplesse des systemes de prévision. Ces technologies exploitent une diversité de données
— épidémiologiques, environnementales, sociales ou encore comportementales — pour détecter
des tendances, modéliser la dynamique de propagation des maladies et orienter les réponses

sanitaires. Grace a des modeles avancés comme les réseaux neuronaux hybrides, ces approches
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permettent d’identifier les zones a risque et de prévoir les pics de contagion avec une grande
fiabilité. L’intégration de ces modeles avec des technologies comme I’ Internet des objets (IoT)
facilite la collecte de données en temps réel a partir de capteurs, d’appareils mobiles et de
dispositifs portables, renfor¢cant ainsi la surveillance continue et la détection précoce des foyers
épidémiques.

En plus de la prévision, I'intelligence artificielle permet d’optimiser les politiques de
santé publique. L’apprentissage par renforcement, par exemple, aide a ajuster dynamiquement
les interventions comme les confinements ciblés ou la distribution des ressources médicales.
Ces systemes rendent les stratégies sanitaires plus réactives aux évolutions du contexte
épidémiologique. Cependant, pour garantir I’efficacité et 1’éthique de ces technologies, il est
essentiel de relever certains défis, notamment la protection des données personnelles, la qualité
des données exploitées et I’intégration des connaissances médicales humaines dans les modeles

algorithmiques. [32]

2.6 Etat’art

Dans cette section, nous présentons une revue des principales études antérieures portant sur
I’utilisation de modeles prédictifs pour la gestion des épidémies, en particulier la pandémie de
COVID-19. Lobjectif est d’analyser les approches méthodologiques adoptées, les sources de
données mobilisées, ainsi que les performances obtenues, afin d’identifier les points forts et les
limites de ces travaux dans la perspective de concevoir un modele prédictif plus performant et
adapté.

Dans une étude récente publiée dans BioData Mining [33], un modele prédictif innovant
a été proposé pour anticiper 1’évolution des maladies infectieuses émergentes, telles que
la COVID-19 et la variole du singe. Ce travail repose sur l'intégration de techniques
avancées d’apprentissage automatique, notamment le blending, 1’apprentissage par transfert
et I’apprentissage incrémental, avec I’incorporation de la caractéristique biologique Rt. Les
résultats, basés sur des données publiques du Mexique (COVID-19, 2020-2023) et des
Etats-Unis (variole du singe, 2022-2024), ont révélé une amélioration significative de la
précision des prédictions a court terme, faisant de ce modele un outil prometteur pour la
planification des politiques de santé publique.

D’un autre coté, une autre étude [34] a proposé un modele prédictif nommé SIRVD-DL,

combinant un modele épidémiologique dynamique (SIRVD) avec des techniques d’apprentissage
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profond, telles que les réseaux LSTM. Ce modele vise a améliorer la précision des prévisions
a court et moyen terme en prédisant les parametres épidémiologiques et en les intégrant dans
des équations différentielles. Appliqué a des données de plusieurs pays, principalement 1’ Inde,
ce modele a surpassé d’autres approches comme GRU et Bi-LSTM. Ainsi, ce travail souligne
I’importance de combiner les modeles mathématiques et I’apprentissage profond pour renforcer
la précision des prédictions.

Dans un contexte similaire, une étude [35] a évalué I'efficacité de différents modeles
prédictifs (statistiques, séries temporelles et apprentissage automatique) dans la gestion des
épidémies, en se concentrant sur les données de la COVID-19 au Kenya et de 1’épidémie d’Ebola.
Les résultats ont mis en évidence la supériorité des méthodes d’ensemble, telles que Random
Forest et XGBoost, en termes de précision et de coefficient AUC. Contrairement aux études
précédentes axées sur des modeles complexes, cette recherche met 1’accent sur I’importance
des données contextuelles et cliniques pour améliorer les performances prédictives, offrant une
comparaison détaillée qui enrichit la littérature.

Par ailleurs, une autre recherche [36] a présenté une analyse comparative de six modeles
d’apprentissage profond (LSTM, Bi-LSTM, CNN, CNN-LSTM, RNN, MLP) pour prédire les
cas de COVID-19 aux Emirats arabes unis. En utilisant des données riches incluant les cas
confirmés, les guérisons, les déces et des indicateurs socio-économiques, le modele RNN s’est
distingué par sa robustesse, méme sans optimisation des hyperparametres. Ce travail renforce
I’idée, soutenue par les études précédentes, de la puissance des modeles d’apprentissage profond
dans des contextes épidémiologiques complexes, tout en introduisant I’optimisation bayésienne
comme une valeur ajoutée.

Dans la méme lignée, une étude [37] a développé un modele basé sur une version améliorée
de I’algorithme Random Forest, nommée RF EP, pour prévoir les épidémies, avec un focus sur
la COVID-19. En exploitant des données démographiques et cliniques, ce modele a atteint un
taux de rappel (Recall) élevé par rapport a d’autres approches comme Gaussian Naive Bayes
ou la régression logistique. Cependant, cette étude se distingue par son accent sur la détection
précoce des cas positifs, contribuant ainsi a limiter la propagation des maladies.

Sur un plan plus global, une recherche [38] a proposé un systeme innovant de prédiction
des risques épidémiques couvrant 43 maladies dans 206 pays, en intégrant cinq algorithmes
d’apprentissage automatique et des données multidimensionnelles. Ce systeme a surpassé

des outils comme EPIRISK en évaluant les risques sans données historiques préalables. Par
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conséquent, cette étude offre une solution robuste pour anticiper les crises sanitaires mondiales,
complétant les efforts des recherches précédentes.

Dans un cadre connexe, une étude [39] a introduit un modele hybride CNN-LSTM, optimisé
par I’algorithme WOA-GWO, pour prédire les cas de COVID-19 a1’échelle mondiale. Ce modele,
surpassant des approches comme ARIMA et LSTM seul, illustre I’'importance de combiner
I’extraction des caractéristiques spatiales et temporelles. Cela s’aligne avec les conclusions des
études antérieures sur la nécessité de modeles flexibles pour gérer la complexité des dynamiques
épidémiologiques.

Dans le domaine des modeles statistiques, une étude [40] a exploré I’ utilisation des modeles
ARIMA, SARIMA et Prophet pour prévoir les nouveaux cas quotidiens et les cas cumulés de
COVID-19 aux Etats-Unis, au Brésil et en Inde sur une période de 30 jours. Basée sur des
données de I’'OMS (mai 2020—novembre 2021), cette recherche a montré que le modele Prophet
excelle dans la prédiction des fluctuations des cas quotidiens aux Etats-Unis, tandis que ARIMA
est plus performant pour les cas cumulés au Brésil et en Inde. Ainsi, ce travail fournit des
perspectives précieuses pour la planification des stratégies de contrdle épidémique.

D’une autre perspective, une recherche [#1] a examiné I'utilisation de réseaux neuronaux
profonds pour distinguer les radiographies thoraciques des patients atteints de COVID-19 de
celles des patients présentant d’autres pneumonies ou en bonne santé. En proposant FLANNEL,
un modele d’ensemble basé sur cing réseaux convolutionnels avec un module de pondération
neuronal, cette étude a atteint des performances remarquables dans la détection du COVID-19.
Malgré les limites des données disponibles, ce travail complete les approches prédictives en
offrant une solution pour un diagnostic rapide et précis.

Dans une approche similaire, une étude [42] a développé un modele de prévision globale de la
propagation du COVID-19 (infections, déces, guérisons) en utilisant un perceptron multicouche
(MLP). Exploitant des données de 1’Université Johns Hopkins sur 406 localisations, ce modele
a atteint une précision élevée grice a une transformation des données temporelles et une
validation croisée. Ce travail renforce les conclusions des études précédentes sur la capacité
de I'intelligence artificielle a modéliser les maladies infectieuses avec des données limitées.

Enfin, une recherche [43] a évalué la fiabilité et I’importance pratique de plusieurs modeles
de prévision (ARIMA, LSTM, Stacked LSTM, Prophet) pour prédire les cas de COVID-19 a
I’échelle mondiale, en Inde et a Chennai. En comparant les performances a I’aide de métriques

comme RMSE et MAE, I’ étude a montré la supériorité du modele Stacked LSTM. Par conséquent,
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ce travail souligne I’importance des prévisions précises pour soutenir les décisions sanitaires et

économiques, tout en mettant en lumiere les défis liés aux fluctuations des données locales.

2.6.1 Tableau comparatif

Le tableau ci-dessous présente une comparaison détaillée des études antérieures, en mettant

en évidence les points clés, les méthodes utilisées, les résultats, ainsi que les différences entre

chaque étude, dans le but d’offrir une vue claire et concise des efforts de recherche réalisés.

Référence Date Objectif Méthodologie Dataset utilisé Performance
[B3] 2024 Développer un modele COVID-19 (Mexique,
prédictif ~ précis  pour 2020-2023),
maladies infectieuses * Régression Monkeypox  (USA, * Ridge : RMSE =
émergentes via blending, Ridge 2022-2024) de Our 11.52
transfert, incrémental et « Arbres de World in Data. « Decision Tree -
Rt décision RMSE = 24.48
¢ XGBoost * XGBoost
RMSE = 33.07
* Régression
linéaire * Blending
(méta-modele) RMSE = 1.87
(COVID-19),
¢ Blending RMSE = 5.94,
MAE = 4.19
(Monkeypox, 6j)
* Blending +
Transfert +
Incrémental  +
Rt : RMSE =
021, MAE =
0.19 (3 sem.)
[B4] 2021 Développer un modele
prédictif combinant
SIRVD et apprentissage ¢ Vanilla LSTM * Johns * MAPE (1 day) :
profond pour améliorer la . Stacked LSTM HO? kins' 2:51%
précision des prévisions. University . Accuracy : 51%
* Bidirectional (CSSE) a
LST™ e Our World
. GRU In Data
(Vaccination)
¢ SIRVD + LSTM
(SIRVD-DL)
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Référence Date Objectif Méthodologie Dataset utilisé Performance
B3] 2023 identifier les techniques Dataset A Dataset A :
de modélisation prédictive COVID-19 Kenya.
les plus efficaces * Random Forest Dataset B : Ebola * Random Forest :
. - Accuracy
pour anticiper les . SVM clinique.
g . 83.20%, Recall
épidémies en utilisant
des modeles statistiques, « XGBoost 80.10%
d’apprentissage
PP & , * SVM : Accuracy
automatique et hybrides, * Réseaux
81.70%, Recall
tout en exploitant des neuronaux
78.90%
ensembles de données
variés. Dataset B :
¢ XGBoost
Accuracy
87.40%, Recall
85.60%
[B6] 2024 Comparer plusieurs RNN (meilleur) :
modeles de deep learning
1 . « LSTM « WHO * MAE :0.0017
pour prédire les cas de
COVID-19 aux Emirats X R
¢ Bi-LSTM ¢ Ministere de * MAPE :1.064
arabes unis (EAU). 3
la Santé des
¢« CNN EAU * RMSE :0.0018
¢« CNN-LSTM X e MSE :3.49
¢ Johns
Hopkins
¢ RNN
(2020-2023)
¢ MLP
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Référence Date Objectif Méthodologie Dataset utilisé Performance
[B71 2023 Développer une méthode Ensemble de | RF:
de machine learning pour données  accessible
prédire la propagation * GNB publiquement sur * Accuracy :94.9%
des épidémies, en mettant GitHub, créé par .
« LR e Precision :93.1%
I’accent sur la COVID-19, Simran Pandey
dans le but d’améliorer la « SVM (membre du Industrial o Recall :97.7%
précision des prévisions Design Centre, IIT
pour une gestion optimale * KNN Bombay). * Fl Score :95.3%
des épidémies.
e Arbre de
décision
e Forét aléatoire
(RF)
e Forét aléatoire
pour la
prédiction
épidémiologique
(RF EP)
B8] 2024 Développer un  outil VDonnées historiques
universel de prédiction du sur 43  maladies
. > fmi 14 ) ¢ Neural Networks | . . * Précision des
risque d’épidémie basé sur infectieuses dans
le machine learning pour 206 pays (sources prédictions
¢ XGBoost
T . entre 80% et
une utilisation mondiale. ouvertes comme
« Logistic Boost OMS et autres 90% selon les
organismes officiels). modeles.
¢ Random Forest
¢ Kernel SVM
[B9] 2025 Développer une méthode Données temporelles | Surpasse CNN, RCLSTM,

hybride  pour
les cas de COVID-19

prédire

(infectés, guéris, décédés)
dans 24 pays, optimisée
par des techniques
avancées d’optimisation,
afin d’améliorer la
précision des prévisions

épidémiques.

*« CNN-LSTM

multivariées (infectés,
guéris, décédés)
de 24 pays sur 6
continents, collectées
quotidiennement

du  22/03/2020 au
01/12/2022.

BiLSTM, CNN-GRU,
ConvLSTM (rang
Friedman R 2,93).

MSE le plus bas en
Afrique, Amérique du
Sud, Amérique du Nord
(ex. : Brésil : 0,0000556
Australie

décédés).

décédés,

0,00002425
RMSE réduit par rapport
a ARIMA, LSTM seul.
Haute précision mais

complexe en calcul.
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Référence Date Objectif Méthodologie Dataset utilisé Performance
[4d] 2022 Prévoir I’évolution WHO COVID 19 | Prophet:
quotidienne et cumulée time-series data.
des cas de COVID-19 dans * ARIMA * MAE:7118.96
plusieurs pays pour aider . SARIMA . R2 0485
a la prise de décision en
matiere de controle des * Prophet SARIMA :
épidémies.
* MAE: 7877.08
+ R2:0376
[B1] 2021 Prévoir la maitrise de la Worldometer pour 15 | New Zealand :
propagation du COVID-19 pays
pour aider a la prise de * LST™M * RMSE:2
décision.
[A2] 2020 Evaluer le potentiel de Johns Hopkins
I’intelligence  artificielle
dans la prédiction * Multilayer * R?=098
de la propagation du Perceptron.
COVID-19.
(B3] 2021 Réaliser une  analyse Données de | Stacked LSTM :
comparative des approches I’Université Johns
de prévision des cas de * ARIMA Hopkins,  Ministere * RMSE:9310.83
COVID-19 (infections, . LSTM indien de la Santé, « MAE 7218.97
déces, guérisons) a et autres  sources
I’échelle mondiale, en Inde o Stacked LSTM officielles (Inde, « MAPE:0.2
et a Chennai, en évaluant USA).
leur fiabilité et leur * Prophet
pertinence pratique pour la
gestion de I’épidémie.

Tag. 2.1 : Comparaison des approches existantes pour la prédiction épidémiologique

2.7 Synthese

[’analyse des travaux antérieurs révele une diversité d’approches dans la modélisation

prédictive des épidémies, allant des modeles purement statistiques ou basés sur I’apprentissage

profond (tels que LSTM, GRU, CNN), jusqu’aux approches hybrides combinant modeles

compartimentaux et intelligence artificielle. Bien que ces études aient permis des avancées

notables, plusieurs limites persistent, notamment 1’absence d’une représentation explicite de

la dynamique épidémiologique dans certains modeles neuronaux, une forte dépendance a

la quantité et a la qualité des données d’entrainement, une interprétabilité souvent limitée,

ainsi qu'une précision insuffisante pour les prévisions a moyen terme. Face a ces constats,
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nous proposons un modele hybride combinant SEIR et LSTM, dans lequel les équations
compartimentales du modele SEIR capturent la structure biologique de la propagation, tandis
que le réseau LSTM permet d’estimer dynamiquement les parametres épidémiologiques a partir
des données réelles. Cette complémentarité entre modélisation mécanistique et apprentissage
profond vise a améliorer la précision, la robustesse et I’interprétabilité des prévisions, tout en

répondant aux limites identifiées dans la littérature existante.

2.8 Conclusion

En conclusion de ce chapitre, il est apparu que l'intelligence artificielle, a travers les
techniques d’apprentissage automatique et profond, a marqué une avancée majeure dans le
domaine de la prédiction des épidémies. Les modeles modernes sont désormais capables de
traiter de grandes quantités de données et d’extraire des motifs précis permettant d’anticiper
I’évolution des situations épidémiques. Nous avons présenté les principaux types de ces modeles,
leurs domaines d’application, ainsi qu'une comparaison entre différents modeles a travers des
études antérieures. Ces bases théoriques préparent le terrain pour le chapitre suivant, dans lequel
nous proposerons un modele prédictif spécifique, basé sur certaines des techniques étudiées
précédemment, tout en cherchant a optimiser ses performances dans le contexte de données

réelles.
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Chapitre 3 Conception et évaluation du modele

3.1 Introduction

Apres avoir examiné dans les deux chapitres précédents les fondements théoriques des
épidémies et le role de I’intelligence artificielle dans leur prédiction, nous passons dans ce
chapitre a la dimension appliquée. Nous commencons par présenter les outils et I’environnement
de programmation utilisés pour développer le modele, puis nous exposons la nature des données
épidémiologiques adoptées et leur source. Ensuite, nous détaillons les étapes de construction
du modele hybride SEIR + LSTM, tout en présentant d’autres modeles comparés. Nous
expliquerons également les indicateurs utilisés pour évaluer les performances et comparerons
les résultats des différents modeles. Enfin, nous discuterons de la précision du modele proposé,

en analysant ses points forts et ses faiblesses.

3.2 Contribution

La contribution principale de ce travail réside dans la proposition d’un modele prédictif
hybride combinant le modele épidémiologique SEIR avec le réseau neuronal LSTM, dans
le but d’améliorer la précision de la prédiction de 1’évolution des épidémies a I’échelle mondiale.
Cette approche constitue une valeur ajoutée scientifique en intégrant les capacités explicatives
mathématiques du modele SEIR avec la puissance d’apprentissage temporel du modele LSTM,
permettant ainsi de capturer les dynamiques complexes et non linéaires de la propagation des
maladies.

De plus, ce travail se distingue par la généralisation du modele aux données de plusieurs
pays, ce qui permet d’évaluer sa robustesse dans des contextes €pidémiologiques variés,
renforgant ainsi sa pertinence pour des applications concretes en santé publique. Le modele a
été évalué a I’aide d’indicateurs quantitatifs rigoureux tels que le MAE, le RMSE, le MAPE et le

R?, assurant la fiabilité et la validité scientifique des résultats obtenus.

3.3 Présentation des outils utilisés

3.3.1 Langage de programmation

Le langage Python a ét€ utilisé en raison de sa popularité dans le domaine de la science des
données et de I’intelligence artificielle, ainsi que pour la richesse de ses bibliotheques facilitant

le traitement des données, la modélisation et I’évaluation.
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python’

FiG. 3.1 : Python

3.3.2 Environnement de développement

Le développement du modele a été réalisé sur Google Colab, une plateforme en ligne qui
offre des ressources de calcul gratuites dans le cloud, permettant ainsi d’exécuter des notebooks

Python avec une configuration minimale tout en accédant a un GPU.

FiG. 3.2 : Google Colab

3.3.3 Bibliotheques utilisées

Un ensemble de bibliothéques Python a été utilisé pour les différentes étapes du projet :

* pandas, numpy : pour le traitement et la manipulation des données.
* matplotlib.pyplot : pour la visualisation des résultats.

* scikit-learn (StandardScaler, mean_absolute_error, mean_squared_error,

r2_score) : pour la normalisation des données et 1’évaluation du modele.
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* torch, torch.nn, torch.utils.data, torch.optim.lr_scheduler : pour la

construction et I’entrainement du modele LSTM/SEIR basé sur PyTorch.
* scipy.integrate.odeint : pour résoudre les équations différentielles du modele SEIR.

* random et os : pour la gestion de I’environnement et la reproductibilité.

3.4 Explication des métriques d’évaluation

Afin d’évaluer la performance de nos modeles prédictifs, nous avons utilisé quatre métriques
principales : RMSE, MAE, MAPE et R?. Ces métriques permettent de quantifier I’erreur entre

les prédictions du modele et les valeurs réelles observées.

* Root Mean Squared Error (RMSE) : Le RMSE mesure la racine carrée de la moyenne
des carrés des erreurs de prédiction. Il est sensible aux grandes erreurs. Plus il est faible,

meilleur est le modele.

n

1
RMSE — —§ )2
S - (yi — Us)

=1

ou y; représente la valeur réelle, 7; la valeur prédite, et n le nombre d’observations.

* Mean Absolute Error (MAE) : Le MAE est la moyenne des valeurs absolues des écarts
entre les prédictions et les observations réelles. Il est moins sensible aux grandes erreurs

que le RMSE.

n

1
MAE:— Z'—Ai
nE |yi — Uil

=1
* Mean Absolute Percentage Error (MAPE) : Le MAPE exprime 1’erreur moyenne en

pourcentage par rapport aux vraies valeurs. Cela permet une interprétation facile.

n

1

n -
=1

Yi — Ui
Yi

(en supposant que y; # 0 pour éviter la division par zéro).

e Coefficient de détermination (12?) : Le R* mesure la proportion de la variance des

données expliquée par le modele. Plus il est proche de 1, meilleure est la qualité du modele.
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ou y est la moyenne des valeurs réelles.

Ainsi, pour juger de la qualité d’un modele :

Un RMSE faible est préférable.

Un MAE faible est préférable.

Un MAPE faible est préférable.

Un R? proche de 1 est préférable.

3.5 Description des données épidémiologiques collectées

Les données utilisées dans le cadre de ce projet proviennent de la base de données publique de
la Johns Hopkins University (JHU), accessible via son dépot GitHub. Cette base est largement
reconnue et utilisée par la communauté scientifique pour le suivi et I’analyse de la pandémie de
COVID-19 a I’échelle mondiale.

Le jeu de données contient des informations quotidiennes sur le nombre de cas confirmés,
de déces et de guérisons pour chaque pays et région, depuis le début de I’épidémie (fin 2019).

Les fichiers sont organisés sous forme de tableaux CSV, avec les colonnes suivantes :

Province/State : la subdivision administrative (facultative),

Country/Region : le pays ou territoire concerné,

Lat, Long: les coordonnées géographiques,

Datel, Date2, ..., DateN: les valeurs journalicres cumulées des cas.

Ces données constituent la base d’entrée du modele SEIR + LSTM développé dans ce projet,
permettant de capter a la fois la dynamique temporelle et la variabilité géographique de la

pandémie.
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province/state country/Region Lat Long 1/22/20 1/23/20 1/24/20 1/25/20 1/26f28 1/27/20 ... 2/28/23 3/1/23
0 NaM Afghanistan  33.93911 67.709953 0 o 0 0 0 0 .. 209322 209340
1 NaM Albania  41.15330 20.168300 0 o 0 0 0 0 . 334391 334408
2 NaM Algeria  28.03390  1.659600 0 o 0 0 0 0 . 271441 271448
3 MNaM Andorra 4250630  1.521800 0 o ] 0 0 o . 47866 47875
4 NaM Angola -11.20270 17.873500 0 o 0 0 0 0 ... 105255 105277

5 rows = 1147 columns

FiG. 3.3 : Base de données :Johns Hopkins University

3.6 Chargement du dataset

Dans cette étape, I’accent a été mis sur le chargement des données COVID-19 :

* Chargement des données : Utilisation de pd.read_csv pour lire le fichier

"covidl9_global.csv" contenant les données des cas mondiaux.

* Nettoyage initial : Suppression des enregistrements relatifs a Israel avec df.drop.
Remplacement de West Bank and Gaza par Palestine pour uniformiser la

nomenclature.

* Apercu des données : Utilisation de df .head() pour visualiser la forme initiale des

données.
[ 1 country = "Algeria’
[ 1 BASE_DIR = os.path.abspath{os.path.join{os.getowd(}, '../"))

DATA_PATH = os.path.join{BASE_DIR, 'data')
RAW_DATA = os.path.joln{DATA_PATH, 'raw', "covidl9_global.csv')

[ 1 df = pd.read_csv(RAW_DATA)
df.head()

FiG. 3.4 : Chargement du dataset.

3.7 Prétraitement des données

Les données ont été nettoyées et préparées pour la modélisation, avec un traitement

spécifique pour chaque pays :

* Filtrage par pays : Itération sur chaque pays unique dans df [' Country/Region'] pour

traiter les données individuellement.
¢ Nettoyage des données :
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— Suppression des colonnes inutiles comme Province/State, Lat, Long avec

drop(columns=..., errors='ignore').

— Regroupement des données par Country/Region et transposition avec .T pour

utiliser les dates comme index.

— Conversion des dates au format datetime avec pd.to_datetime en utilisant le

format "%m/%d/%y" .

— Nommage de la colonne principale confirmed_cases.

Lissage des données : Application d’une moyenne mobile sur 3 jours avec

.rolling(window=3, min_periods=1) pour réduire le bruit.

Ajout d’une colonne logarithmique : Création de la colonne log_cases avec np.loglp

pour améliorer la stabilité numérique.

Vérification des données : Exclusion des pays avec moins de 30 points de données pour

garantir une modélisation fiable.

Définition des parametres SEIR :

— Population (N) : Utilisation d’un dictionnaire population_data pour définir la
population de chaque pays (par exemple, Algérie : 44 millions, Etats-Unis : 331
millions, Inde : 1,38 milliard). Une population par défaut de 10 millions est utilisée

si aucune donnée n’est disponible.

— Valeurs initiales : I0 (infectés) = premiere valeur des données (minimum 1), EO

(exposés) = 20, RO (récupérés) = 0.
* Optimisation des parametres SEIR :

— Définition de la fonction seir_model pour résoudre les équations différentielles
SEIR (S : susceptibles, E : exposés, I : infectés, R : récupérés) avec un effet de
confinement apres 30 jours.

— Fonction optimize_params pour trouver les meilleures valeurs des parametres
(beta : taux d’infection, sigma : taux d’exposition, gamma : taux de récupération,
lockdown_effect : effet du confinement) via une recherche par grille sur des plages
logiques (beta: 0.25-0.55, sigma : 1/7-1/3, gamma : 1/21-1/7, lockdown_effect:

0.3-0.6), en minimisant I’erreur MSE.
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— Résolution du modele SEIR avec odeint pour obtenir S, E, I, R pour chaque pays.

* Calcul des résidus : Différence entre les valeurs logarithmiques des cas réels et les

prédictions SEIR pour chaque pays.

» Standardisation des données : Utilisation de StandardScaler pour normaliser les

résidus et réduire I’impact des valeurs extrémes.

* Préparation de ’ensemble de données :

Fonction create_dataset pour créer des entrées (x) et des sorties (y) avec une

fenétre temporelle de 14 jours et un pas de 1.

— Division des données en ensembles d’entrainement (70 %), de validation (15 %) et

de test (15 %).
— Conversion en tenseurs PyTorch et transfert vers le dispositif (CPU ou GPU).

— Création de DataLoader pour gérer les lots (taille de lot = 16) avec mélange des

données pour I’entrainement.

— Exclusion des pays avec moins de 10 échantillons apres création du dataset pour

éviter des problemes d’entrainement.

1 # Filter by country
algeria_df = df[df['Country/Regicn'] == country]
algeria_df = algeria_df.drop{columns=["'Province/state', "Lat', 'Long"])
algeria_df = algeria_df.groupby(’Country/Region’).sum{).T
algeria_df.index = pd.to_datetime(algeria_df.index, format="%m/%d/Zy")
algeria_df.columns = ['confirmed_cases®]

1 # apply smoothing (rolling 3-day average)
algeria_df[ 'confirmed_cases'] = algeria_df['confirmed_cases'].relling(window=2, min_pericds=1).mean{)

# Add log-transformed column for better modeling
algeria_df[ 'log_cases'] = np.logip(algeria_df['confirmed_cases"'])
algeria_df

FiG. 3.5 : Prétraitement des données

3.8 Architecture du modele utilisé

Un modele hybride combinant SEIR et LSTM a été concu pour chaque pays :
* Définition du modéele : Création de la classe EnhancedLSTMModel avec PyTorch :

— LSTM : Deux couches LSTM (taille cachée = 64, dropout = (0.2) avec prise en

charge des lots pour modéliser les résidus temporels.
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— Couches linéaires : Couches pleinement connectées avec activation ReLU et

dropout (0.2) pour prédire la valeur finale.

* Transfert du modele : Déplacement vers le dispositif (CPU/GPU) pour le traitement.

1 # SEIR model parameters
N = 44 @08 888 # Algeria population
I8 = max(1l, algeria_df.ilec[@, 8]) # Ensure at least 1 infected
E@ = 28 # Initial exposed
R8 = & # Initial recovered

1 def seir_model(y, t, M, beta, sigma, gamma, lockdown_time=3@, lockdown_sffect=e.4}
5, E, I, R = yh
current_beta = beta * lockdown_effect if t » lockdown_time else beta
dsdt = -current_beta * S * I / N
dedt = current_beta * 5 * I / N - sigma * E
dIdt = sigma * E - gamma * I
drRdt = gamma * I

return dsdt, dedt, didt, drdt

] def cptimize params(df, N, I8, E@, Reé, lockdown_time=38}:
S8 =N - I8 - E@ - R&
t = np.arange{len(df})
best_loss = float('inf')
best_params = Mone
# Refined parameter ranges based on COVID-19 literature
beta_range = np.linspace(@.25, @.55, 5§} # Infection rate
sigma_range = np.linspace{1/7, 1/3, %) # Incubation rate (1-7 days)
gamma_range = np.linspace{1/21, 1/7, 5} # Recovery rate
lockdown_effect_range = np.linspace(®.2, 8.5, 4) # Lockdown effectiveness

Fic. 3.6 : Architecture du modele utilisé

3.9 Entrainement du modéle

Le modele a été entrainé pour améliorer la prédiction des résidus pour chaque pays :
e Préparation de ’entrainement :
— Utilisation de SmoothL1Loss (perte de Huber) pour une robustesse accrue face aux

valeurs extrémes.

— Optimiseur Adam avec un taux d’apprentissage initial de 0.001 et une régularisation

via décroissance des poids (weight_decay=1e-5).

— Planification du taux d’apprentissage avec ReduceLROnPlateau pour réduire le taux

si la perte de validation stagne (facteur = 0.5, patience = 10).
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— Application d’un clipping de gradient (max norm=1.0) pour stabiliser

I’entralnement.

¢ Processus d’entrainement :

Entrainement sur 150 époques avec des lots.

Calcul de la perte d’entrainement pour chaque lot.

Evaluation sur les données de test (utilisées comme validation) sans entrainement.

Application de I’arrét anticipé (early stopping) si la perte de test ne s’améliore pas

pendant 20 époques.
— Sauvegarde du meilleur modele pour chaque pays en fonction de la perte de test.

— Affichage des pertes d’entrainement et de test toutes les 10 époques.

3.10 Evaluation du modéle

L’évaluation de la performance du modele et la visualisation des résultats ont été réalisées

pour chaque pays :

* Chargement du meilleur modele : Récupération du modele sauvegardé avec la meilleure

performance pour chaque pays.

* Prédiction :
STATEMENT OF USE : This document was generated by Grok, created by
xAlL It is intended for informational purposes only and should not be considered
as professional advice. XAl does not guarantee the accuracy or completeness
of the information provided. Users are responsible for verifying the content
and using it at their own discretion. xAl shall not be liable for any damages
or losses arising from the use of this document.Prédictions sur 1’ensemble des
données avec le modele LSTM. Inversion de la normalisation des résidus avec
scaler.inverse_transform. Combinaison des prédictions SEIR et des résidus
dans I’espace logarithmique, puis retour a I’échelle originale avec np.expml.

Garantie de 1’absence de valeurs négatives avec np . maximum.

= Calcul des métriques :
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— Fonction calculate_metrics pour calculer MAE, RMSE, R?, MAPE, SMAPE et
précision (100 - SMAPE).

— Gestion des valeurs nulles pour éviter les erreurs dans MAPE.

— Stockage des métriques dans un dictionnaire results pour chaque pays.
* Visualisation des résultats :

— Tracé d’un graphique comparant les cas réels et les prédictions avec matplotlib

pour chaque pays.

— Tracé d’un graphique des erreurs relatives pour analyser la précision des prédictions

au fil du temps.

— Sauvegarde des graphiques en fichiers PNG (covid_prediction_result_<pays>.png

et prediction_error_<pays>.png) pour la documentation.

* Résumé des résultats : Affichage des métriques (MAE, RMSE, Rz, MAPE, SMAPE,
précision) et des meilleurs parametres SEIR pour chaque pays. Parmi I’ensemble des
pays, les résultats du modele pour le pays *Algérie* ont été sélectionnés comme exemple

représentatif pour une analyse plus approfondie.

Métrique | Valeur obtenue
MAE 9004.31
RMSE 1073.68
R? 0.9883
SMAPE 9.14 %
Accuracy 90.86 Y%
MAPE 8.61 %

Tag. 3.1 : Résultats du modele SEIR+LSTM pour le pays Bahamas

Les résultats obtenus démontrent que le modele hybride SEIR+LSTM, entrainé sur Google
Colab a partir des données globales de la Johns Hopkins University, a ét€ appliqué a I’ensemble
des pays inclus dans la base de données.

A titre illustratif, nous avons choisi de présenter ici les résultats obtenus pour I’Algérie, qui
affichent des performances prédictives satisfaisantes avec un R2de 0.9883, une MAE de 9004.31,
une RMSE de 1073.68, un SMAPE de 9.14 %, un MAPE de 8.61 %, et une précision globale
(Accuracy) de 90.86 Y%.
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Ces indicateurs témoignent de la capacité du modele a reproduire de maniere fiable
I’évolution des cas confirmés, y compris lors des variations li€ées aux mesures de confinement.
Les courbes générées révelent une forte concordance entre les prédictions et les données réelles,
avec des erreurs relatives limitées a £100 Y%, ce qui facilite 1’interprétation.

Ces performances confirment la robustesse et I’ efficacité de I’approche hybride SEIR+LSTM
pour la modélisation et la prédiction des séries temporelles épidémiologiques a 1’échelle

mondiale.

COVID-19 Cases Prediction (SEIR + LSTM)

— Actual —
SEIR + LSTM =

250000

200000

150000

Confirmed Cases

100000

50000

0

T T T T T v . T T T
2020-01 2020-05 2020-09 2021-01 2021-05 2021-09 2022-01 2022-05 2022-09 2023-01 2023-05
Date

Fic. 3.7 : résultat de la prédiction du covid

Relative Prediction Error (%)

100

Relative Error (%)
o

=100 T T T T T T T T T -
2020-01 2020-05 2020-09 2021-01 2021-05 2021-09 2022-01 2022-05 2022-09 2023-01 2023-05
Date

Fic. 3.8 : erreur de prédiction

3.11 Comparaison et justification du modéle retenu

3.11.1 Comparaison des modéles

N

Pour évaluer la performance du modele SEIR+LSTM et le comparer a d’autres

approches, plusieurs modeles couramment utilisés pour la prédiction des séries temporelles
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épidémiologiques ont été considérés : ARIMA, LSTM, SLSTM, et Prophet. Le tableau suivant
résume les métriques de performance pour chaque modele, calculées sur I’ensemble de test
des données de cas confirmés de COVID-19 en Algérie, issues du dataset de Johns Hopkins

University [A43] :

Modele RMSE MAE | MAPE R?
ARIMA 10078.36 | 8097.55 | 37.2% | 0.94
LSTM 10051.22 | 9201.02 | 37.0% | 0.964
SLSTM 9310.83 | 7218.97 | 20.0% 1.0
Prophet 11516.2 | 8154.4 | 39.0% | 0.92
SEIR+LSTM | 1073.68 | 9004.31 | 8.61% | 0.9883

TaB. 3.2 : Comparaison des performances des modeles testés

10* |
11,516.2

h 10,078.36 10,051.22 9.310.83 :
o)
N
2 05 7

1,073.68
| B |

T T T T T
ARIMA LSTM SLSTM  Prophet SEIR+LSTM

FiG. 3.9 : Analyse comparative des modeles selon I’erreur quadratique moyenne (RMSE)

-10*

1+ 9,201.02 9,004.31

8,097.55 8,154.4
0.8 7,218.97 2

0.6 |- :

MAE

O, -

T T T T T
ARIMA LSTM SLSTM  Prophet SEIR+LSTM

FiG. 3.10 : Analyse comparative des modeles selon 1’erreur absolue moyenne (MAE)
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40 37.2 37 39 |

2
20 4

10 8.61

MAPE %%

O, -

T T T T T
ARIMA LSTM SLSTM  Prophet SEIR+LSTM

Fic. 3.11 : Analyse comparative des modeles selon I’erreur absolue moyenne en pourcentage
(MAPE)

1
1 094 .96 0.92 S

0, _

ARIMA  LSTM SLSTM  Prophet SEIR+LSTM

FiG. 3.12 : Analyse comparative des modeles selon le coefficient de détermination (R?)

3.11.2 Analyse des métriques

* RMSE (Root Mean Squared Error) : Le modele SEIR+LSTM affiche un RMSE de
1073.68, nettement inférieur a ceux des autres modeles comparés, a savoir ARIMA
(10078.36), LSTM (10051.22), SLSTM (9310.83) et Prophet (11516.2). Cela montre
que notre modele génere des erreurs quadratiques bien plus faibles, ce qui lui permet de

mieux capturer les fluctuations des données épidémiologiques.

e MAE (Mean Absolute Error) : Avec une MAE de 9004.31, le modele SEIR+LSTM
reste compétitif, méme si ce score est légerement plus élevé que celui du modele
SLSTM (7218.97). Il demeure cependant plus performant que ARIMA (8097.55), LSTM
(9201.02) et Prophet (8154.4) en termes d’erreur absolue moyenne.
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* MAPE (Mean Absolute Percentage Error) : Le SEIR+LSTM obtient un MAPE
de 8.61 Y%, une valeur nettement inférieure a celles des autres modeles : ARIMA
(37.2 %), LSTM (37.0 %), SLSTM (20.0 %) et Prophet (39.0 %). Ce faible taux
d’erreur relative traduit une meilleure fiabilité des prédictions, méme en présence de

fluctuations importantes dans les données.

» R? (Coefficient de détermination) : Le SEIR+LSTM atteint un R? de 0.9883, ce qui
signifie qu’il explique 98.83 % de la variance des données. Bien que le modele SLSTM
obtienne un R? parfait de 1.0, cela pourrait étre un indicateur de surapprentissage
(overfitting), surtout si I’on considere son MAPE plus élevé (20.0 %0) comparé a notre

modele.

3.11.3 Justification du modéele retenu

Dans le cadre de cette étude, un modele hybride SEIR+LSTM a été concu et entrainé a
partir des données globales de la Johns Hopkins University, couvrant I’ensemble des pays
disponibles dans la base de données. Ce modele a été pensé pour étre générique et applicable
a une échelle mondiale, en tenant compte des dynamiques épidémiques propres a chaque pays.

A titre illustratif, nous avons choisi de présenter les résultats obtenus pour 1’Algérie,
sélectionnée comme exemple représentatif parmi I’ensemble des pays. Pour ce cas, le modele
affiche une MAE de 9004.31, un RMSE de 1073.68, un MAPE de 8.61 %, et un R? de 0.9883,
ce qui reflete des performances solides en termes de précision et de fiabilité.

Le faible MAPE indique que les erreurs relatives entre les valeurs réelles et prédites sont
réduites, ce qui démontre la capacité du modele a suivre fidelement la dynamique des cas
confirmés. En comparaison avec d’autres approches (ARIMA, LSTM, SLSTM, Prophet), le
modele SEIR+LSTM se distingue par une réduction significative des erreurs de prédiction.

Ces résultats confirment la pertinence du modele proposé pour une application généralisée
a différentes régions, tout en illustrant son efficacité a travers 1I’exemple de I’Algérie. Ce choix
permet d’appuyer I'utilisation du modele comme outil d’aide a la décision pour la gestion

prédictive des épidémies a 1’échelle internationale.

3.12 Forces et limites du modele proposé

Forces :
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* Combinaison puissante : L’intégration du modele épidémiologique SEIR avec un réseau
LSTM permet de capturer a la fois la dynamique biologique du virus et les tendances

temporelles complexes.

* Haute précision : Les faibles valeurs de RMSE, MAE et MAPE ainsi que le R? élevé

démontrent une excellente capacité prédictive.

* Interprétabilité : L’utilisation du SEIR apporte une dimension interprétable en
modélisant explicitement les différentes phases de I’épidémie (susceptibles, exposés,

infectés, rétablis).

Limites :

* Dépendance aux hypothéses : L.e modéle repose sur certaines hypotheses simplificatrices
dans le SEIR (par exemple, taux de transmission constant) qui peuvent ne pas refléter

parfaitement la réalité.

* Nécessité de données de qualité : La performance du modele dépend fortement de
la disponibilité et de la précision des données d’entrée (par exemple, données de cas

journaliers fiables).

* Complexité de ’entrainement : Le calibrage du modele hybride nécessite des ressources
computationnelles importantes et un temps d’entrainement plus élevé que les modeles plus

simples comme ARIMA ou Prophet.

3.13 Conclusion

Ce travail s’inscrit dans le cadre de la modélisation prédictive des épidémies, un domaine
essentiel pour la planification sanitaire et la prise de décision en période de crise. Nous avons
proposé une approche hybride combinant le modele compartimental SEIR, permettant de
représenter la dynamique théorique de la propagation d’une maladie infectieuse, avec un réseau
de neurones récurrents de type LSTM, reconnu pour son efficacité dans la modélisation des
séries temporelles.

Le modele a été appliqué aux données mondiales issues de la Johns Hopkins University,
couvrant un grand nombre de pays affectés par la pandémie de COVID-19. L'objectif principal

était de construire un modele généralisable et robuste, capable de fournir des prédictions fiables
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dans divers contextes nationaux. A cet effet, nous avons entrainé le modele sur 1’ensemble
des pays disponibles, puis sélectionné I’ Algérie comme exemple représentatif pour illustrer les
performances du modele.

Les résultats obtenus pour ’Algérie témoignent de la précision et de la fiabilité de I’approche
proposée. Le modele SEIR+LSTM a atteint une MAE de 9004.31, un RMSE de 1073.68, un
MAPE de 8.61 %, ainsi qu'un coefficient de détermination R> = 0.9883. Ces indicateurs
démontrent que notre modele est capable de capturer fidelement la dynamique des cas quotidiens,
tout en maintenant un niveau d’erreur relatif faible.

Une comparaison avec d’autres modeles prédictifs testés dans cette étude confirme la
supériorité de I’approche SEIR+LSTM, notamment en termes de précision et de stabilité.
La combinaison entre un modele mécanistique et un modele basé sur I’apprentissage profond
permet non seulement de mieux comprendre la structure sous-jacente des épidémies, mais aussi
d’anticiper leurs évolutions futures de manicre plus fiable.

En perspective, ce modele pourrait étre enrichi par I’intégration de variables contextuelles
supplémentaires telles que les taux de vaccination, les mesures de mobilité ou encore les
facteurs climatiques. De plus, son application peut étre étendue a d’autres maladies infectieuses,
renfor¢ant ainsi son utilité comme outil d’aide a la décision dans le cadre de la gestion proactive

des crises sanitaires a grande échelle.
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Conclusion Générale

Ce travail s’inscrit dans le cadre de la modélisation prédictive des épidémies, un domaine
essentiel pour la planification sanitaire et la prise de décision en période de crise. Nous avons
proposé une approche hybride combinant le modele compartimental SEIR, permettant de
représenter la dynamique théorique de la propagation d’une maladie infectieuse, avec un réseau
de neurones récurrents de type LSTM, reconnu pour son efficacité dans la modélisation des
séries temporelles.

Le modele a été appliqué aux données mondiales issues de la Johns Hopkins University,
couvrant un grand nombre de pays affectés par la pandémie de COVID-19. L'objectif principal
était de construire un modele généralisable et robuste, capable de fournir des prédictions fiables
dans divers contextes nationaux. A cet effet, nous avons entrainé le modele sur 1’ensemble
des pays disponibles, puis sélectionné I’ Algérie comme exemple représentatif pour illustrer les
performances du modele.

Les résultats obtenus pour ’Algérie témoignent de la précision et de la fiabilité de I’approche
proposée. Le modele SEIR+LSTM a atteint une erreur absolue moyenne (MAE) de 9004.31,
une erreur quadratique moyenne (RMSE) de 1073.68, une erreur relative moyenne (MAPE)
de 8.61 Yo, ainsi qu’un coefficient de détermination R? = (.9883. Ces indicateurs démontrent
que notre modele est capable de capturer fidelement la dynamique des cas quotidiens, tout en
maintenant un niveau d’erreur relatif faible.

Une comparaison avec d’autres modeles prédictifs testés dans cette étude confirme la
supériorité de I’approche SEIR+LSTM, notamment en termes de précision et de stabilité.
La combinaison entre un modele mécanistique et un modele basé sur I’apprentissage profond
permet non seulement de mieux comprendre la structure sous-jacente des épidémies, mais aussi
d’anticiper leurs évolutions futures de maniere plus fiable.

En perspective, ce modele pourrait étre enrichi par 1’intégration de variables contextuelles
supplémentaires telles que les taux de vaccination, les mesures de mobilité ou encore les
facteurs climatiques. De plus, son application peut étre étendue a d’autres maladies infectieuses,
renfor¢ant ainsi son utilité comme outil d’aide a la décision dans le cadre de la gestion proactive

des crises sanitaires a grande échelle.
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